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Аннотация. Актуальность и цели. Глубокое обучение – это активно развивающаяся область машинно-

го обучения, которая позволяет находить зависимости в слабоструктурированных данных. Актуальность рабо-
ты заключается в том, что в настоящее время автоматическая классификация типов тканей играет важную 
роль в компьютерной диагностике. Цель работы заключается в автоматизации процесса определения вида 
опухоли головного мозга по ее изображению с помощью методов глубокого обучения. Материалы и методы.  
В работе применяются методы глубокого обучения для автоматической классификации вида опухоли головного 
мозга по ее изображению. Результаты и выводы. Было произведено сравнение нейросетевых моделей при раз-
личных архитектурах, в различных режимах обучения и при наличии и отсутствии обогащения выборки. В про-
цессе обучения с помощью лучшей архитектуры удалось достичь качества 96 % на валидационной выборке. 
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Abstract. Background. Deep learning is a rapidly developing area of machine learning that allows you to find 

dependencies in semi-structured data. The relevance of the work lies in the fact that currently automatic classification 
of tissue types plays an important role in computer diagnostics. The goal of the work is to automate the process of de-
termining the type of brain tumor from its image using deep learning methods. Materials and methods. The work uses 
deep learning methods to automatically classify the type of brain tumor based on its image. Results and conclusions.  
A comparison was made of neural network models with different architectures, in different training modes, and with 
and without sample enrichment. During the training process, using the best architecture, it was possible to achieve a 
quality of 96 % on the validation set. 
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Введение 

Существуют медицинские компании, занимающиеся лечением опухолей головного мозга. Ав-
томатическая классификация типов тканей играет важную роль в компьютерной диагностике. Су-
ществуют различные виды опухолей: менингиома, глиома, опухоли гипофиза и др. Дано большое 
количество изображений трех видов опухолей головного мозга. Требуется автоматизировать  
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процесс определения вида опухоли, т.е. по изображению опухоли определить ее вид. Автоматизиро-
ванный процесс определения вида опухоли должен быть как можно более точнее, так как в случае не-
верно определенного вида опухоли пациенту будет предоставлено несоответствующее медицинское 
лечение, которое потребует излишних финансовых затрат и может привести даже к смерти пациента. 

Описание данных 

Исходные данные представляют собой набор Т1-взвешенных МРТ-изображений с контраст-
ным усилением, содержащих образцы опухолей головного мозга: менингиомы (1), глиомы (2) и 
опухоли гипофиза (3) [1]. 

Набор данных опухолей головного мозга содержит 3064 Т1-взвешенных изображения с кон-
трастным усилением от 233 пациентов с тремя видами опухолей головного мозга:  

– менингиома (708 изображений-срезов); 
– глиома (1426 изображений-срезов); 
– опухоль гипофиза (930 изображений-срезов). 
Генеральной совокупностью в данном случае будет являться совокупность всевозможных 

изображений, содержащих один из трех видов опухоли головного мозга. 
Объектом является изображение-срез одного (из трех возможных) вида опухоли головного 

мозга. Совокупность всех объектов образует выборочную совокупность.  
Выборка данных была получена после прохождения МРТ и получения различных Т1-взвешен- 

ных изображений с контрастным усилением 233 пациентами с опухолью головного мозга. Данное 
множество изображений (выборка) является подмножеством всевозможных изображений, содержа-
щих один из трех видов опухоли головного мозга (генеральная совокупность).  

Можно считать, что данные пациенты были выбраны случайным образом из всего множества 
больных с опухолью головного мозга. Следовательно, можно считать, что выборка была получена мето-
дом бесповторного отбора данных из генеральной совокупности. Кроме того, были соблюдены принци-
пы «равновозможности» и «случайности» попадания единиц в выборочную совокупность. Следователь-
но, обеспечена репрезентативность собранных данных относительно генеральной совокупности.  

В выборку входят изображения-срезы только 233 пациентов с известным видом опухоли. 
Планируется поступление новых данных – МРТ Т1-взвешенных изображений-срезов опухоли  
головного мозга для новых пациентов (из генеральной совокупности), для которых вид опухоли 
необходимо определить (классифицировать) по изображению. Можно считать, что новые пациенты 
также будут поступать случайным образом из генеральной совокупности, т.е. методом бесповторного 
отбора из генеральной совокупности. Следовательно, репрезентативность новых данных относительно 
генеральной совокупности будет обеспечена по тем же причинам, что и для собранных данных. 

Цель исследователей, которые осуществляли сбор данных, заключается в разработке подхода, ко-
торый может автоматически классифицировать опухоли головного мозга по изображению ее среза [2]. 

Был выполнен анализ пропусков и анализ правдоподобности. Исходные данные не содержат 
пропусков, все изображения являются правдоподобными, что было выявлено путем их просмотра. 

Каждое изображение в выборочной совокупности представляет собой двумерный срез. Набор 
данных изображений-срезов головного мозга с Т1-взвешиванием был получен в больнице Наньфан, 
Гуанчжоу, Китай и больнице общего профиля Тяньцзинского медицинского университета, Китай,  
с 2005 по 2010 г. Было собрано 3064 среза от 233 пациентов, содержащих 708 менингиом,  
1426 глиом и 930 опухолей гипофиза. Изображения имеют плоскостное разрешение 512×512 с раз-
мером пикселя 0,49×0,49 мм2. Толщина среза – 6 мм, зазор между срезами – 1 мм. Граница опухоли 
была очерчена вручную тремя опытными радиологами [2]. 

Таким образом, каждый объект представляется растровым изображением (трехмерным тензо-
ром) фиксированного размера. Целевой признак (вид опухоли) является категориальным признаком 
с тремя различными возможными значениями: менингиома (1), глиома (2), опухоль гипофиза (3). 

Набор данных изображений опухолей головного мозга, доступный по ссылке [1], содержит 
три папки «1», «2», «3», соответствующие изображениям различных классов опухолей: менингио-
мы, глиомы и опухоли гипофиза соответственно. 

Формальная задача 

Дано: множество МРТ-изображений опухолей головного мозга и соответствующих видов 

опухоли   
1

,
l

i i i
x y


, где ix  – трехмерный тензор размерности [512, 512, 4],  , 0, 1, 2 .iy Y Y    
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Найти: стратегию, которая классифицирует любой объект из генеральной совокупности 
x X , т.е. определяет целевую переменную y Y .  

Показатель качества: точность классификации  

,
P

Accuracy
N

  

где P  – количество верно классифицированных объектов; N  – общее количество элементов в вы-
борке. 

Все части формальной постановки задачи полностью соответствуют содержательной поста-
новке задачи: 

– множество изображений опухолей головного мозга определено как  
1

l

i i
x


; 

– множество видов опухолей: (менингиома, глиома, опухоль гипофиза) определено как 
 0, 1, 2 . 

Показатель качества был выбран таким, так как именно он отражает качество классифика-
ции, т.е. долю верно классифицированных видов опухоли головного мозга. Большее качество клас-
сификатора соответствует большему количеству людей, которым вид опухоли диагностирован вер-
но и, следовательно, большей части больных может быть предоставлено соответствующее 
медицинское лечение. 

Разбиение выборки 

Для сохранения репрезентативности были соблюдены принципы «равновозможности» и «слу-
чайности» попадания единиц в выборочную совокупность; был выбран метод бесповторного отбора 
(табл. 1). 

Таблица 1 

Разбиение выборки на обучающую, валидационную и контрольную 

Выборка Абсолютные размеры выборки Относительные размеры выборки 
Исходная 3064 100 % 
Обучающая 1839 60 % 
Валидационная 612 20 % 
Контрольная 613 20 % 

Распознавание 

Архитектура распознавания для одного объекта (рис. 1) включает шаги: 
1. переход от слабоструктурированного описания к первичному структурированному пред-

ставлению; 
2. переход от первичного структурированного представления к основному структурирован-

ному представлению; 
3. получение выхода для объекта. (Оценка, неявно преобразуемая в апостериорное распреде-

ление); 
4. принятие окончательного бизнес-решения.  
 

 

Рис. 1. Архитектура решения для распознавания одного объекта:  
unstructured x ↦ structured ↦ representation ↦ posterior ↦ prediction 
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0. На вход подается слабоструктурированное наблюдаемое описание объекта – МРТ-
изображение опухоли головного мозга, x-трехмерный тензор размерности [512, 512, 4], где каждый 
элемент тензора представляет собой натуральное значение в интервале [0; 255].  

1. От слабоструктурированного описания выполняется переход к первичному структуриро-
ванному представлению. Изображение преобразуется в формат RGB и нормализуется. Структури-
рованное представление – x-трехмерный тензор размерности [512, 512, 3], где каждый элемент тен-
зора представляет собой вещественное число в интервале [0; 1].  

2. От первичного структурированного представления происходит переход к основному струк-
турированному представлению. Переход происходит через несколько промежуточных представле-
ний. Каждое промежуточное представление – это выход некоторого слоя нейронной сети в процессе 
применения. Основное структурированное представление – выход предпоследнего слоя нейронной 
сети, который представляет собой вектор некоторого размера и отражает скрытые высокоуровневые 
свойства данного объекта x . 

3. Получение выхода для объекта. Выход для объекта – это выход последнего слоя нейронной 
сети в процессе применения, который представляет собой вектор размера 3 (в работе классифициру-
ется три вида опухолей головного мозга) и оценку апостериорного распределения на классы (виды 
опухолей). 

4. Принятие окончательного решения для соответствующего МРТ-изображения опухоли 
(объекта x ) определяется по виду опухоли, доставляющему максимум апостериорному распределе-

нию (выходу для данного объекта). Математически,  argmax i
i Y

y a x


 , где y  – окончательное реше-

ние;  0, 1 , 2Y   – множество видов опухолей;  a x  – выход для объекта x  (оценка апостериорного 

распределения). 
Для прецедентов (объектов с известным скрытым состоянием y ) дополнительно можно рас-

считать фактическое значение функции потерь: 

    1, ,
,

0, .

y y
L y y y y

y y


    

 

Переход к структурированному представлению 

Дано: слабоструктурированное наблюдаемое описание объекта – МРТ-изображение опухоли 
головного мозга, x-трехмерный тензор размерности [512, 512, 4], где каждый элемент тензора пред-
ставляет собой натуральное значение в интервале [0; 255].  

Изображение преобразуется в формат RGB. Структурированное представление – x-трехмерный 
тензор размерности [512, 512, 3]. 

Полученный тензор нормализуется, т.е. каждый элемент полученного тензора делится на зна-
чение 255. Каждый элемент преобразованного тензора представляет собой вещественное число  
в интервале [0; 1].  

Обогащение выборки 

Обогащение выборки проводится как этап предобработки объекта, т.е. отдельные объекты ге-
нерируются очень быстро. Обогащение выборки производится как часть предобработки с помощью 
библиотеки Keras. 

Были выделены следующие допустимые преобразования для обогащения выборки для данной 
задачи: 

– случайное отображение изображения (Random Flip) (рис. 2). В данном случае не уместно 
только отображение по горизонтали; 

– случайный сдвиг изображения (Random Translation) (рис. 3) по горизонтали и вертикали.  
В данном случае уместны небольшие сдвиги (смещение до 20 %); 

– случайный поворот изображения (Random Rotation) (рис. 4). В данном случае уместны толь-
ко небольшие повороты (менее 45 градусов); 

– случайное масштабирование изображения (Random Zoom) (рис. 5) по горизонтали и верти-
кали. В данном случае уместен небольшой процент масштабирования (менее 20 %); 
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– случайное изменение контрастности изображения (Random Contrast) (рис. 6). Допустим не-
большой коэффициент изменения контрастности; 

– случайное изменение яркости изображения (Random Brightness) (рис. 7). Допустим неболь-
шой коэффициент изменения яркости. 

Таким образом, для данной содержательной задачи было выделено множество допустимых 
преобразований для обогащения выборки (рис. 8). 

 

 

Рис. 2. Случайное отображение изображения по горизонтали 
 

 

Рис. 3. Случайный сдвиг изображения 
 

 

Рис. 4. Случайный поворот изображения 
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Рис. 5. Случайное масштабирование по горизонтали и вертикали 
 

 

Рис. 6. Случайное изменение контрастности изображения 
 

 

Рис. 7. Случайное изменения яркости изображения 
 
Также было проверено, что обогащение объекта в некоторых случаях помогает при его распо-

знавании. При распознавании по объекту было сгенерировано 50 псевдообъектов при обогащении. 
Каждый псевдообъект был классифицирован моделью и ответы агрегированы. Изначально модель 
классифицировала объект неверно, но при обогащении и агрегации модель классифицировала 
большее количество псевдообъектов (26 / 17 / 7) к верному классу. 
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Рис. 8. Визуализация многократного совместного применения  
всех случайных преобразований для одного изображения 

 

Разные режимы обучения 

Для классификации применялись алгоритмы глубокого обучения. Глубокое обучение – это ак-
тивно развивающаяся область машинного обучения, которая в настоящее время применяется  
для решения различных задач [4, 5].  

Были рассмотрены несколько архитектур для совместного обучения этапов 2 и 3.  
Первая архитектура (рис. 9) состоит из четырех последовательно расположенных сверточных слоев 

и операции взятия подвыборки (MaxPooling), за которыми идут два полносвязных слоя. Существенный 
недостаток такой архитектуры заключается в большом числе нейронов в полносвязном слое (262144). 

 

 

Рис. 9. Архитектура обучения № 1 
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Недостаток первой архитектуры может быть устранен добавлением еще двух сверточных сло-
ев и уменьшением количества сверток на каждом сверточном слое (рис. 10).  

 

 

Рис. 10. Архитектура обучения № 2  
 
В третьем виде архитектуры после каждого сверточного слоя и операции взятия подвыборки 

добавляется пакетная нормализация (Batch Normalization) для более быстрого и стабильного обуче-
ния нейронных сетей [6].  

Также в данной архитектуре был уменьшен размер вектора основного векторного представле-
ния путем добавления дополнительного полносвязного слоя (рис. 11). 

 

 

Рис. 11. Архитектура обучения № 3 
  
На этапе 1 для всех трех архитектур имеется трехмерный тензор размерности [512, 512, 3], а на 

этапе 3 для всех трех архитектур имеется оценка апостериорного распределения на 3 класса (3 вида 
опухоли). На этапе 2 в зависимости от вида архитектуры были получены векторы различного размера: 

1) вектор размера 262.144; 
2) вектор размера 16.384; 
3) вектор размера 64. 
Следует отметить, что до получения основного представления было получено множество 

промежуточных представлений (рис. 9–11). 
Обработка объектов осуществлялась индивидуально, т.е. была построена последовательная 

модель, в которой от основного представления выполнялся переход сразу к апостериорному распре-
делению. Использовалась Cross-Entropy функция потерь: 

     , log ,
x

H p q p x q x    

 p x  – истинное распределение на классы y Y ;  q x  – распределение на классы y Y , предска-

занное моделью;  0,1 , 2Y   – множество видов опухолей. 

1. Были рассмотрены несколько режимов обучения.  
1) обучение производилось по жестким классам (использовалось One-Hot кодирование как 

истинное распределение на классы  p x ), т.е. для объекта  ,x y  верное распределение на классы 

было следующим: 

   1 ,
,   0,1 , 2 ;

 0,z

z y
p x z Y

z y


   

 

2) обучение производилось по классам со сглаживанием меток (label smoothing) [8]: 

       1 | ,y yp x p x u y x     

 |u y x  – распределение шума;  0;1 . 
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Также обработка объектов производилась наборами. 
2. Обучение по парам объектов («сиамская архитектура», contrastive loss). Для получения ос-

новного векторного представления для каждого объекта пары (Этап 2) использовалась сверточная 
нейронная сеть из пяти последовательных сверточных слоев (включающих операции свертки, Max-
Pooling и пакетную нормализацию) и двух полносвязных слоев (по 64 и 10 нейронов). Таким обра-
зом, эмбеддинг каждого объекта в данной архитектуре представляет собой вектор размера 10. Во 
время обучения для расчета расстояния между эмбеддингами использовалось евклидово расстояние. 

После обучения векторных представлений таким образом был отдельно обучен этап 3 (полу-
чение оценок апостериорных вероятностей). 

3. Обучение по тройкам объектам (triplet loss) с отбором троек. Для обучения эмбеддинга по 
тройкам использовалась точно такая же архитектура нейронной сети, как в режиме 2. Таким обра-
зом, эмбеддинг каждого объекта представляет собой также вектор размера 10.  

Следует отметить, что обучение во всех рассмотренных режимах производилось для архитек-
туры № 3, так как она продемонстрировала наилучшее качество при обучении. Другие архитектуры 
были обучены только в режиме обучения 1.1. 

Также следует отметить, что архитектура модели при обучении и применении сильно отлича-
ется. В режимах обучения 1.1 и 1.2 обучение этапа 2 и 3 производится совместно. В режимах обуче-
ния 2, 3 обучение этапа 2 (построение векторного представления) происходит отдельно от этапа 3 
(получение оценок апостериорных вероятностей). 

Во время обучения этапа 3 веса нейронной сети, обученной для построения эмбеддинга, не 
изменялись. 

Сравнение систем и окончательные выводы 

Для корректности проводимого эксперимента обучение моделей всех архитектур производи-
лось в течение 20 эпох. Для различных архитектур моделей и при наличии/отсутствии обогащения 
выборки было оценено качество моделей на обучающей и валидационной выборках (табл. 1).  
Из данной таблицы следует вывод, что для получения хорошего качества при обучении на обога-
щенной выборке требуется большее число эпох. 

Таблица 1 

Качество моделей различных архитектур при наличии/отсутствии  
обогащения выборки на обучающей и валидационной выборках 

Модель Наличие / отсутствие  Обучающая выборка Валидационная выборка 

№ 1 
Без обогащения 1,00 0,90 
С обогащением 0,84 0,84 

№ 2 
Без обогащения 1,00 0,93 
С обогащением 0,90 0,85 

№ 3 
Без обогащения 1,00 0,96 
С обогащением 0,89 0,90 

 
Были построены диаграммы качества моделей для различных архитектур моделей и при нали-

чии/отсутствии обогащения выборки на обучающей и валидационной выборках (рис. 12, 13).  
 

  

Рис. 12. Диаграмма качества моделей без обогащения Рис. 13. Диаграмма качества моделей с обогащением 
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Было произведено сравнение времени обучения (всех модели также обучались ровно 20 эпох 
для чистоты эксперимента) и применения моделей всех рассмотренных архитектур при нали-
чии/отсутствии обогащения выборки (табл. 2).  

Таблица 2 

Время обучения и применения моделей различных архитектур  
при наличии/отсутствии обогащения выборки 

Модель Наличие / отсутствие Время обучения Время применения 

№ 1 
Без обогащения 7 м 23 с 7 с 
С обогащением 11 м 10 с 6 с 

№ 2 
Без обогащения 4 м 47 с 7 с 
С обогащением 4 м 23 с 7 с 

№ 3 
Без обогащения 4 м 37 с 7 с 
С обогащением 5 м 1 с 7 с 

 
Из данной таблицы видно, что время обучения моделей существенно отличается, а время 

применения практически одинаково. 
Модель архитектуры № 3 была обучена в различных режимах обучения, было оценено каче-

ство (табл. 3) и время обучения/применения соответствующих моделей (табл. 4). 

Таблица 3 

Качество моделей при различных режимах обучения этапа 2  
при наличии/отсутствии обогащения выборки на обучающей и валидационной выборках 

Режим обучения  Наличие / отсутствие Обучающая выборка Валидационная выборка 

Обучение по жестким классам 
Без обогащения 1,00 0,96 
С обогащением 0,89 0,90 

Обучение со сглаживанием меток 
Без обогащения 1,00 0,96 
С обогащением 0,92 0,90 

Обучение по парам объектов 
Без обогащения 0,88 0,89 
С обогащением 0,88 0,90 

Обучение по тройкам объектов 
Без обогащения 0,63 0,63 
С обогащением 0,61 0,63 

 
Таблица 4 

Время обучения и применения моделей в различных режимах обучения  
при наличии/отсутствии обогащения выборки 

Режим обучения  Наличие / отсутствие Время обучения Время применения 

Обучение по жестким классам 
Без обогащения 6 м 43 с 7 с 
С обогащением 5 м 32 с 7 с 

Обучение со сглаживанием меток 
Без обогащения 7 м 6 с 7 с 
С обогащением 4 м 40 с 9 с 

Обучение по парам объектов 
Без обогащения 7 м 10 с 1 с 
С обогащением 6 м 3 с 1 с 

Обучение по тройкам объектов 
Без обогащения 1 м 3 с 1 с 
С обогащением 1 м 10 с 1 с 

 
Были построены диаграммы качества моделей в различных режимах обучения и при нали-

чии/отсутствии обогащения выборки на обучающей и валидационной выборках (рис. 14, 15).  
Модель-победитель выбиралась по качеству на валидационной выборке среди всех моделей. 

Моделью-победителем оказалась модель архитектуры № 3 без обогащения, достигшая качества 0,96 
на валидационной выборке (и качества 1,0 на тренировочной выборке). Также для модели-
победителя была получена точечная оценка качества на контрольной выборке: 0,989. 
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Рис. 14. Диаграмма качества режимов обучения  
без обогащения 

Рис. 15. Диаграмма качества режимов обучения  
с обогащением 

 
Для получения доверительного интервала оценки качества модели-победителя использовался 

приближенный метод bootstrap, с помощью которого было сгенерировано 10 bootstrap-выборок (Бы-
ло взято малое число выборок, так как обучение нейронных сетей требует достаточно времени).  
На каждой bootstrap-выборке была обучена модель архитектуры № 3 без обогащения и оценено ка-
чество на контрольной выборке. Был задан доверительный уровень 0,95p   и рассчитан соответ-

ствующий доверительный интервал  0,93; 0,98 I  . 

Интерпретируемость компонентов векторного представления 

После выполнения этапа 2 было получено основное векторное представление, которое содержит 
меньше признаков, чем первичное представление, при этом признаки являются высокоуровневыми. 

Для возможности интерпретации была выбрана модель архитектуры № 3, так как ее основное 
векторное представление представляет собой вектор размера 64. 

Полученные основные представления достаточно тяжело проинтерпретировать, так как в про-
цессе обучения нейронной сети этап 2 и 3 обучались совместно. Однако были получены основные 
векторные представления для объектов различных классов (рис. 16–18) и в них была выявлена зако-
номерность: большинство компонент вектора основного представления оказались равны нулю,  
а лишь малая часть отлична от нуля; при этом для объектов одного класса индексы отличных от ну-
ля компонент, как правило, одинаковы. Это свидетельствует о наличии некоторых высокоуровневых 
признаков в основном векторном представлении.  

 

 

Рис. 16. Основное представление модели для объектов класса 0 
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Рис. 17. Основное представление модели для объектов класса 1 
 

 

Рис. 18. Основное представление модели для объектов класса 2 
 
Было также произведено сравнение представлений, полученных в одном режиме без обогаще-

ния и с обогащением выборки. Следует отметить, что индексы ненулевых компонент основного 
представления без обогащения отличались от индексов ненулевых компонент с обогащением,  
но индексы ненулевых компонент одного класса все также, как правило, одинаковы. 

Для иллюстрации интерпретируемости основного векторного представления оно было визуа-
лизировано с сохранением расстояния на обучающей и валидационной выборках с помощью метода 
T-SNE (рис. 19, 20). 

Из графиков видно, что объекты разных классов в таком представлении расположены далеко 
друг от друга, а одинаковых классов – близко друг к другу. Так как используется метод T-SNE, ко-
торый при уменьшении размерности сохраняет расстояния, можно утверждать, что в пространстве 
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основного векторного представления объекты также будут обладать такой кластерной структурой, 
что и позволяет выполнять их верную классификацию. 

 

 

Рис. 19. Визуализация основного векторного представления пакета объектов  
тренировочной выборки на двумерной плоскости с помощью T-SNE 

 

 

Рис. 20. Визуализация основного векторного представления пакета объектов  
валидационной выборки на двумерной плоскости с помощью T-SNE 

Заключение 

Таким образом, в ходе написания данной работы: 
– была поставлена содержательная задача автоматизации процесса определения вида опухоли;  
– были описаны генеральная совокупность, выборка, объекты и данные для поставленной за-

дачи;  
– была сформулирована формальная постановка задачи;  
– произведено разбиение выборки с сохранением репрезентативности;  
– был описан и программно реализован процесс распознавания объекта, т.е. процесс примене-

ния обученных моделей классификации различных архитектур; 
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– был описан и программно реализован переход от слабоструктурированного представления  
к структурированному представлению; 

– было произведено обогащение выборки и произведено обучение моделей в различных ре-
жимах обучения и различных архитектур моделей при наличии и отсутствии обогащения; 

– были описаны четыре режима обучения моделей для поставленной задачи; 
– была описана попытка интерпретируемости основного векторного представления; 
– произведено сравнение времени обучения и применения моделей; сравнение качества распо-

знавания моделей. Сравнение качества по выборке было осуществлено не только точечной оценкой, 
но доверительным интервалом, полученным приближенно с помощью метода bootstrap. Оконча-
тельным победителем оказалась архитектура № 3. 
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